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Einleitung 
Noch immer wird der Fortschritt der Gewerke auf einer 
Baustelle größtenteils händisch überwacht. Es existieren 
bereits erste Ansätze der Digitalisierung. Diese beschränken 
sich aber meist auf eine manuelle Datenerfassung auf einem 
mobilen Endgerät. Automatisierte Verfahren sind aktuell 
Gegenstand der Forschung. 

Da akustische Daten von Baumaschinen ein hohes Maß an 
Periodizität aufweisen (und damit Muster erkennbar werden) 
und im Vergleich zu Videos kleinere Datenmengen 
produzieren, haben sie großes Potential eine automatisierte 
Baufortschrittskontrolle zu ergänzen. Dafür ist die 
Identifikation der aufgenommenen Signale durch eine 
Künstliche Intelligenz (KI) möglich. Aufnahmen mit einem 
Mikrofon können einen größeren Bereich abdecken, als eine 
rein visuelle Überwachung und sind von der Sichtbarkeit des 
Ortes unabhängig. Weiterhin müssen keine Sensoren an 
Maschinen oder Ausführenden angebracht werden, was die 
Kosten für diese Technik geringhält. 

Ziel des Forschungsvorhabens ist es, mithilfe neuronaler 
Netze akustische Vorgänge auf der Baustelle zu erkennen.  

Stand der Technik 
Die Baustelle ist ein Ort, an dem viele schwere Geräte und 
Maschinen bei ihrer Benutzung Geräusche produzieren. 
Verschiedene Studien verwendeten Mikrofone zur Aufnahme 
der Geräusche, Signalverarbeitung, um diese zu säubern und 
wichtige Größen zu bestimmen und Neuronale Netze, um 
Aktivitäten zu klassifizieren [1]. 

Die visuelle digitale Baufortschrittskontrolle wird bereits 
auch außerhalb der Forschung mit KI-Algorithmen 
durchgeführt. Bisherige Arbeiten im akustischen Bereich 
untersuchten entweder die generelle Möglichkeit der 
automatisierten Erkennung oder den Einfluss der 
Messausstattung auf die Erkennung von Geräuschen auf der 
Baustelle. Es wurde kein Tracking der Aktivitäten und keine 
ganzheitliche Fortschrittskontrolle vorgenommen. Die 
meisten wurden mit einer KI bestehend aus Support Vector 
Machines SVM identifiziert, womit Genauigkeiten der 
Erkennung bis zu 85% erreicht werden konnten [2]. 

Inzwischen stehen jedoch unterschiedliche Ansätze für diesen 
Anwendungsfall zur Verfügung, weshalb ein Vergleich der 
Auswertungsmöglichkeiten notwendig wird. Dieses 
Vorhaben untersucht die KI-Algorithmen auf ihre 
Tauglichkeit. 

Vorgehensweise 
Für eine akustische Vorgangserkennung wird mit einem 
Sound Event Detektions-Modell (SED) gearbeitet. Dessen 
Ziel ist es, auch gleichzeitig auftretende Geräuschquellen zu 
identifizieren und zeitlich in der Aufnahme zu verorten. Um 
einen präzisen Vorgang zu gewährleisten, werden zunächst 
die deutlich (heraus-)hörbaren Geräuschquellen auf der 
Baustelle verwendet [3]. 

 

 

 
Abbildung 1: Training der KI-Modelle mit akustischen 
Daten: Geräusch auf der Baustelle aufnehmen, Audiosignal 
im Spektrum bereinigen und mit trainiertem KI-Modell 
Geräusch identifizieren 

Dies dient dazu, den Arbeitsfortschritt zu verfolgen, um den 
geplanten mit dem tatsächlichen Status abzugleichen. 
Abweichungen im Zeit- und Materialplan können  
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gegebenenfalls schnell korrigiert und minimiert werden, um 
so gegebenenfalls auch Kosten zu sparen [4]. 

Die Realisierung dieses Forschungsvorhabens wird in 
mehreren Etappen erfolgen. Initial wurden in der Literatur 
relevante KI-Algorithmen identifiziert und implementiert. Ein 
Training mit aufbereiteten, repräsentativen Testdaten ist die 
Basis für die nachgelagerte Bewertung (vgl. Abbildung 1).  

 
Auswahl der KI-Algorithmen 
Für die Identifikation von geeigneten KI-Algorithmen wurden 
auf der Basis einer Literaturrecherche folgende Algorithmen 
identifiziert und anschließend implementiert. 

• Convolutional Neural Network (CNN) [5] 
• Fully Connected Neural Network (FCNN) [5] 
• Einer vs. Alle Implementierung von Support Vector  
   Machines (SVM) [6] 
• K-Nearest-Neighbor-Algorithmus (KNN) [1] 
• Entscheidungsbaum (DT) [1] 
• Random Forest (RF) [1] 
• Gaußscher Naiver Bayes-Klassifikator [1] 
• Mehrlagiges Perzeptron (MLP) [1] 
• Bagging Klassifikator – SVM [6] 
• Bagging Klassifikator – KNN [1] 
 

Vorbereitung der akustischen Daten 

Um die Leistung der Modelle vergleichen zu können, wurden 
unterschiedliche, standardisierte (periodische) Geräusche 
zum Training und Test der KI-Modelle gewählt. Dafür wird 
die UrbanSound8K-Datenbank verwendet [7,8]. Zunächst 
wurden die zu untersuchenden Geräusche einer 
Bohrmaschine (‚drilling‘), eines Motorenleerlaufs (‚engine 
idling‘) und eines Presslufthammers (‚jackhammer‘) 
aufbereitet. Die Kategorien, die nicht Zielgeräusche dieser 
Studie waren, fanden als Hintergrundgeräusche Verwendung. 
Bei allen Signalen erfolgte die Reduktion auf einen Kanal und 
die Anpassung der Sampling-Frequenz auf 44.100 Hz. 
Anschließend wurden die Daten durch Hinzufügen von Stille 
oder weißem Rauschen, sowie Veränderung des 
Spektrogramms bereinigt [5,9]. Danach erfolgte das Training 
der Modelle. 

Die Geräusche zum Training der Modelle waren jeweils 2,5 
Minuten lang. Sie wurden aus den 5s-Abschnitten der 
Datenbank zusammengesetzt. Dabei gab es die Möglichkeit, 
entweder Hintergrundgeräusch oder Zielgeräusch zu sein. Für 
ein Testgeräusch des Presslufthammers wurden zwölf 
zufällige Abschnitte aus der Datenbank aneinandergefügt und 
mit Abschnitten der Hintergrundgeräusche ergänzt. Die 
Platzierung des Zielgeräusches erfolgte zufällig. 

Für das Training der Modelle fanden unterschiedlich 
zusammengesetzte Geräuschen Verwendung: 

1. Zielgeräusch und Hintergrundrauschen 
2. Rauschen und zwei Zielgeräusche nacheinander 
3. Rauschen und zwei Zielgeräusche teilweise zeitlich 

überlappend 

4. durchgehendes Rauschen und darin zwei 
Zielgeräusche nacheinander 

5. durchgehendes Rauschen und zwei Zielgeräusche 
mit Überlappung 
 

Durchführung und erste Ergebnisse 

Im Rahmen der Anwendung der Algorithmen wurden die 
Ergebnisse hinsichtlich Korrektklassifikationsrate (hier nur 
als Wahrscheinlichkeit P angegeben), F-Maß, Sensitivität und 
positiver Vorhersagewert untersucht. Tabelle 1 zeigt die 
ermittelten Werte auf. Je höher der jeweilige Wert zwischen 
0 und 1 ist, desto genauer sagt der Klassifikator die 
Geräuschquelle vorher. 

Tabelle 1: Ergebnisse des Trainings mit den ausgewählten 
Klassifikatoren 

 F-
Maß 

Sensitivität Positiver 
Vorhersagewert 

CNN (P = 0,93) 
Bohrmaschine 0,92 0,89 0,94 

Leerlauf 0,96 0,96 0,95 
Presslufthammer 0,91 0,93 0,89 

FCNN (P = 0,57) 
Bohrmaschine 0,67 0,86 0,56 

Leerlauf 0,50 0,35 0,85 
Presslufthammer 0,48 0,49 0,46 

SVM (P = 0,93) 
Bohrmaschine 0,91 0,92 0,91 

Leerlauf 0,93 0,90 0,96 
Presslufthammer 0,93 0,95 0,91 

KNN (P = 0,86) 
Bohrmaschine 0,86 0,80 0,93 

Leerlauf 0,89 0,88 0,90 
Presslufthammer 0,83 0,90 0,78 

DT (P = 0,88) 
Bohrmaschine 0,87 0,86 0,89 

Leerlauf 0,90 0,89 0,91 
Presslufthammer 0,86 0,88 0,84 

RF (P = 0,95) 
Bohrmaschine 0,93 0,92 0,94 

Leerlauf 0,98 0,97 0,99 
Presslufthammer 0,94 0,96 0,92 

GNB (P = 0,69) 
Bohrmaschine 0,59 0,48 0,75 

Leerlauf 0,77 0,72 0,83 
Presslufthammer 0,68 0,84 0,58 

MLP (P = 0,31) 
Bohrmaschine 0,47 1,00 0,31 

Leerlauf 0,00 0,00 0,00 
Presslufthammer 0,00 0,00 0,00 

Bagging SVM (P = 0,38) 
Bohrmaschine 0,46 0,64 0,36 

Leerlauf 0,46 0,51 0,42 
Presslufthammer 0,06 0,03 0,37 

Bagging KNN (P = 0,75) 
Bohrmaschine 0,72 0,65 0,82 

Leerlauf 0,80 0,80 0,80 
Presslufthammer 0,74 0,81 0,68 
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Dabei liefert der Random Forest (RF) mit 95% Genauigkeit 
über alle Größen gesehen die passendsten Ergebnisse, gefolgt 
vom CNN und SVM. In den Abbildungen 2 bis 6 ist für jeden 
Klassifikator eine Konfusionsmatrix dargestellt. Jede Zeile 
gibt die Anzahl von Versuchen mit vorhergesagten 
Geräuschquellen für eine tatsächliche Geräuschquelle wieder. 
Eine deutliche farbliche Hervorhebung der Diagonalen 
visualisiert eine höhere Genauigkeit der Vorhersage. 

Die erste Analyse zeigt weiterhin, dass die Algorithmen 
FCNN, Gaußscher Naiver Bayes, MLP, Bagging 
Klassifikator – SVM und Bagging Klassifikator – KNN 
keiner detaillierteren Betrachtung unterzogen werden müssen, 
da ihre Ergebnisse eine Korrektklassifikationsrate unter 0,8 
aufweisen und somit für die Anwendung nicht geeignet sind. 
 

 
Abbildung 2: Konfusionsmatrix für die drei 
Geräuschklassen nach dem Training mit dem Klassifikator 
CNN 

 
Abbildung 3: Konfusionsmatrix für die drei 
Geräuschklassen nach dem Training mit dem Klassifikator 
SVM 

 
Abbildung 4: Konfusionsmatrix für die drei 
Geräuschklassen nach dem Training mit dem Klassifikator 
KNN 

 
Abbildung 5: Konfusionsmatrix für die drei 
Geräuschklassen nach dem Training mit dem Klassifikator 
DT 

 
Abbildung 6: Konfusionsmatrix für die drei 
Geräuschklassen nach dem Training mit dem Klassifikator 
RF 
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Zusammenfassung und nächste Schritte 

Die ersten Ergebnisse des Forschungsprojektes zeigen auf, 
dass grundsätzlich anhand von akustischen Aufnahmen auf 
einer Baustelle einzelne arbeitende Maschinen und damit 
auch Arbeitsschritte identifiziert werden können. Diese 
Vorgangserkennung ist für eine flächendeckende digitale 
Baufortschrittsüberwachung Voraussetzung. Neben der 
einfachen Geräuscherkennung wurden auch reelle 
Bedingungen wie ein Rauschen im Hintergrund und 
Geräuschüberlappungen untersucht und erste 
vielversprechende Algorithmen identifiziert.  

Als Nächstes ist das Training des Modells mit realen 
akustischen Aufnahmen einer Baustelle und eine detaillierte 
Bewertung geplant. 
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