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Abstract 
Bei Datensätzen für maschinelles Lernen werden viele 
Prozessparameter aufgezeichnet, deren Abtastung z.B. 
anhand eines Design of Experiments mit Latin Hypercube 
Sampling bestimmt wird [1]. Das Design of Experiment kann 
eine Vielzahl an Prozessparametern enthalten. Der wichtigste 
Prozessparameter ist dabei die Zielgröße. 
Labeling-Fehler können z.B. bei der Aufzeichnung, der 
Zusammenfassung oder bei der Übertragung der 
Metainformationen der Prozessparameter auftreten. Fallen 
solche Fehler nicht auf, dann werden maschinelle 
Lernalgorithmen vor falsche Tatsachen gestellt. 
Es gibt bereits Analysen zur Detektion von Labeling-Fehlern 
bei Bildern und wie stark Vorhersagen mit neuronalen Netzen 
davon beeinflusst werden ([2], [3]). Außerdem gibt es bereits 
Ansätze, um Ergebnisse aus verrauschten Daten zu verbessern 
[4]. 
Diese Arbeit soll als Erweiterung dieser Ansätze dienen. Zum 
einen wird der Betrachtungsbereich auf zyklische Daten, 
insbesondere akustische Daten, erweitert. Zum anderen 
werden klassische Methoden außerhalb von neuronalen 
Netzen betrachtet. Außerdem wird ein besonderer 
Augenmerk auf den Einfluss des Regularisierungsverhaltens 
von Algorithmen auf die Vorhersageergebnisse gelegt. 
Zur Durchführung von Vergleichsexperimenten wird ein 
Luftschalldatensatz systematisch mit Labeling-Fehlern 
versehen und sowohl als Regressionsproblem als auch als 
Klassifikationsproblem betrachtet. Die originalen Daten 
werden als Referenz zu den mit Labeling-Fehlern behafteten 
Daten verwendet. 

Einleitung 
Aus der Theorie zum Bias-Variance Tradeoff bei validiertem 
maschinellem Lernen geht Abbildung 1  hervor.  

 
Abbildung 1: Zusammenhang Vorhersage-Fehler und 

Regularisierung für Test- und Trainingsdaten  und vermuteter 
Einfluss von zugefügtem Rauschen (z.B. im Labeling). (Angepasst 

von [5]) 

 
Diese zeigt, dass es bei Klassifikationsproblemen für den 
Testfehler (Klassifikationsfehler) einen von der 
Regularisierung abhängigen „Sweet Spot“ gibt. Die 
Regularisierung bestimmt dabei, wie stark vereinfacht ein 
Modell ist – eine niedrige Regularisierung entspricht einem 
komplexen Modell. Sowohl Overfitting (zu starke Anpassung 
an Trainingsdaten ) als auch Underfitting (Modell verwendet 
zu wenig Information aus Traingsdaten) zeichnen sich durch 
einen hohen Testfehler aus. Dementsprechend wird die Wahl 
der Regressions- und Klassifikationsmethode und deren 
Regularisierung mit Hilfe von Validierungsverfahren zum 
Sweet Spot hin optimiert. [5] 
Dieser Schritt kann genutzt werden, um eine Einschätzung zur 
Datenqualität zu bekommen. 
Der Analyse liegt die Vermutung zu Grunde, dass sich der 
gesuchte Sweet Spot des Testfehlers verschlechtert, sobald 
zusätzlich Rauschen im Labeling (Labeling-Fehler) oder 
Rauschen in den Daten auftritt, wie in Abbildung 1 durch den 
Pfeil dargestellt. Die Auswirkungen auf den Trainingsfehler 
sollten geringer sein, da Over- und Underfitting weiterhin 
erwartet werden. 
Dementsprechend sollte sich der Testfehler über die 
Regularisierung einer konstanten Linie annähern, je stärker 
Labeling-Fehler ein Problem darstellen. 

Datensatz 
Die hier verwendeten Daten stammen aus dem 
Forschungsprojekt KI-MUSIK4.0 [6] und wurden, wie 
Abbildung 2, von der Festo SE & Co. KG [7] zur Verfügung 
gestellt. Sie haben zum Ziel, Leckagen an Kolbenstangen 
akustisch zu detektieren. 

 
Abbildung 2: Konzeptzeichnung zu Experiment 

Leckagenerkennung. (Zur Verfügung gestellt von [7]) 

Das Mikrofon „Mikrofon“ erstellt Audioaufnahmen des 
idealerweise hörbaren Zischens verschiedener Leckage-
ausmaße. Zur Generierung synchroner [8] Datensamples 
wurden ein-sekündige Ausschnitte aus dem unteren Zustand 
des eingefahrenen Kolbens im Moment des Stillstandes 
verwendet. 
Das Ausmaß der Leckage in Liter pro Stunde (l/h) ist die 
Zielgröße bzw. das Target. 
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Methodik 
Der Fokus dieses Beitrags liegt auf dem Vergleich von den 
Ergebnissen zu Trainings- und Testdaten. Die Testdaten 
werden über einen 20% Holdout generiert.  
Um den Einfluss und die Detektierbarkeit von Labeling-
Fehlern zu untersuchen, werden systematisch Fehlerbilder in 
die Zielgröße (hier Leckage) eingebaut. Als Referenz dazu 
dient der Ausgangszustand (0 %). 
Die Untersuchung wird auf Basis zunehmender zufälliger 
Permutationen in der Zielgröße durchgeführt. Dabei werden, 
wie in Abbildung 3 dargestellt, 0 % bis 100 % des 
vollständigen Zielgrößenvektors (vor Aufteilung in Training 
und Test) in 10 % Schritten per Zufall ausgewählt. Danach 
werden die entnommenen Teilwerte zufällig neu angeordnet 
und an den Stellen wieder eingesetzt, an denen sie entnommen 
wurden – allerdings nun in neuer, zufälliger Reihenfolge. 
Dieser Vorgang ist schematisch in Abbildung 3 dargestellt: 

 
Abbildung 3: Einfügen zufallspermutierter Fehler in der 

Reihenfolge der Datenpunkte in der Zielgröße (Simulation von 
Labeling-Fehlern im Target). 

Diese Methode ist sowohl realitätsnah, da Dateningenieure 
das Target typischerweise im Ganzen erhalten, als auch 
übertragbar auf andere Datensätze, da eine zufällige 
Anordnung der Fehler für jegliche Datensätze in vergleich-
barer Form möglich ist. 
Zusätzlich zeigt Abbildung 4 die Zielgröße in seiner 
originalen Form (blau) sowie nach einer Zufallspermutation 
mit 10 % Randomisierungsgrad (orange). 

 
Abbildung 4: Zielgröße im Original (blau) und mit 10 % Randomi-

sierungsgrad (orange), sortiert nach der Zielgröße Leckage. 

Die Zielgröße umfasst einen Wertebereich von 0 l/h bis 226 
l/h und ist hier in steigender Form dargestellt. Zur Analyse 
liegen die Daten nicht in sortierter Form vor. Bereits nach 

Modifikation von 10 % des Targets sind deutliche Sprünge zu 
erkennen, da diese Werte eigentlich zu anderen Messpunkten 
gehören. Die resultierenden Peaks fallen in dieser Darstellung 
sehr direkt ins Auge, aber bei 10 % Randomisierung sind 
dennoch mindestens 90 % der Zielgröße unverändert. 
Im Rahmen dieser Arbeit wird jeweils ein Klassifikations-
algorithmus (SVM [9]) und ein Regressionsalgorithmus 
(PLSR [10]) angewandt. Die Zielgröße liegt zunächst in semi-
kontinuierlicher Form vor, was eine Regression ermöglicht. 
Zur binären Klassifikation dagegen wird der Wertebereich bei 
50 l/h unterteilt in die Kategorien „in Ordnung“ (iO) und 
„nicht in Ordnung“ (niO). Dabei wird vereinfacht 
angenommen, dass eine Leckage über 50 l/h als Fehlerzustand 
zu bezeichnen ist, darunter jedoch nicht. Das heißt, dass der 
Zielgrößenvektor für jeden Leckagewert unter 50 l/h Null (iO) 
beträgt und für jeden Leckagewert über 50 l/h beträgt er Eins 
(niO). 
Insgesamt wird folgender Stack an Algorithmen verwendet, 
die im Jahr 2023 Teil der LMT-ML-Toolbox [11] sind: 

 Merkmalsextraktion:  

o Time-Frequency-Extractor (TFExBase) 

o Aufteilung in Zeit (1 Abschnitt mit 1 sec 
Länge) und Frequenz (20 lineare Bänder) 

o Neun statistische und formbeschreibende 
Merkmale aus beiden Domänen (Zeit und 
Frequenz) 

 Selektion:          RFESVM für 40 Merkmale 

 Klassifikation:  SVM mit C = 1; 10; 100 

 Regression:        PLSR mit 1; 10; 20; 40 Komp. 

Nachdem die oben genannten Vorbereitungen abgeschlossen 
sind, wird eine vollständige Analyse durchgeführt, bei der alle 
Kombinationen an Algorithmen auf alle Szenarien (originale 
und modifizierte Daten) angewandt werden. 

Ergebnisse 
Regression 
Als Erstes wird auf die Ergebnisse der Regression 
eingegangen. Abbildung 5 zeigt R² der PLSR für Training und 
Test in gleicher Form wie Abbildung 1. 

 
Abbildung 5: Training- und Testfehler PLSR über Regularisierung 

sowie Randomisierungsgrade 0 % und 10 %. 
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Zur Übersichtlichkeit ist zunächst der erste Analyseschritt mit 
10 % Randomisierung im Verglich zu den Originaldaten 
dargestellt. Eine steigende Komponentenanzahl ordnet sich 
einer fallenden Regularisierung zu, dementsprechend wird 
hier R² über eine steigende Regularisierung aufgetragen. 
Bei der höchsten dargestellten Regularisierung (40 und 20 
Komponenten)  liegen die Trainingsfehler nicht bei 1 
(Maximum). Die Testdaten liegen dort etwa beim gleichen 
Wert, wodurch hier kein Overfitting zu beobachten ist (bis 10 
% Randomisierung der Zielgröße). Zu hoher Regularisierung 
hin sinkt R², also steigt der Fehler, was auf Underfitting 
hindeutet.  
Sobald das Target verrauscht wird, werden sowohl Trainings- 
als auch Testergebnisse der PLSR schlechter, beinahe 
unabhängig von der Anzahl der Komponenten. Bei 10 % 
Randomisierung bleibt der Charakter des Graphes sehr 
ähnlich, es entsteht ein Offset. Bei hoher Regularisierung wird 
der Graph allerdings steiler und Trainings- und Testfehler 
laufen stärker auseinander. Das lässt auf verstärktes 
Underfitting schließen, vergleichbar zu Abbildung 1.  
 
Abbildung 6 zeigt die gleichen Ergebnisse mit zusätzlichen 
Randomisierungsgraden zur vollständigen Abdeckung des 
untersuchten Wertebereichs (0 % - 100 %). 

 
Abbildung 6: Training- und Testfehler PLSR über Regularisierung 
und Randomisierungsgrade 0 %, 10 %, 20%, 40 %, 60 %, 100 %. 

Bei steigender Randomisierung steigen sowohl Trainings- als 
auch Testfehler weiter – die Vorhersage verschlechtert sich 
mit steigenden Labeling-Fehlern. Besonders im hohen 
Regularisierungsbereich bei 10 Komponenten und 1 
Komponente ist zunächst eine starke Steigung zu beobachten, 
die zu hohen Randomisierungsgraden eine Sättigung erfährt. 
Dies deutet auf Underfitting in diesem Bereich hin. 
Daraus lässt sich schließen, dass die PLSR zwar von einem 
verrauschten Target beeinflusst wird, aber in diesem Fall auch 
mit 40 Komponenten nicht zum Overfitten neigt. 
 
Dadurch ist der Effekt aus Abbildung 1 nur aus Sicht des 
steigenden Fehlers und dem Auftreten von Underfitting zu 
beobachten. Trainings- und Testfehler verhalten sich hier 
auffällig ähnlich, denn auch der Trainingsfehler steigt stark 
bei höheren Labeling-Fehlern. 
 
 
 

Klassifikation 
Interessanter wird es bei der binären Klassifikation mit der 
SVM und verschiedenen C-Parametern. Trainings- und 
Testfehler werden hier als unbalancierter Klassifikations-
fehler mit 26 % iO-Daten und 74 % niO-Daten dargestellt. 
 
Wie in der Einleitung vermutet, zeigt Abbildung 7, wie sich 
der Zusammenhang aus Abbildung 1 bei der SVM über ein 
zunehmend verrauschtes Leckage-Target verhält. 

 
Abbildung 7: Training- und Testfehler SVM über Regularisierung 

sowie Randomisierungsgrade 0 % und 10 %. 

Die Kurve des Trainingsfehlers steigt über die Regulari-
sierung und dieses Verhalten ändert sich auch nicht, wenn die 
Zielgröße zu 10 % verrauscht wird. Der maximale Fehler im 
Bereich hoher Regularisierung erhöht sich dennoch. Das ist 
plausibel, da der Informationsgehalt im Datensatz sinkt und 
der Algorithmus in diesem Bereich nicht overfittet. 
Der Verlauf der Testfehlerkurve ändert sich allerdings 
maßgeblich, da das Minimum nicht mehr bei C = 10 liegt und 
sich insgesamt eine Verschlechterung des Fehlers hin zu einer 
Geraden mit Offset ergibt.  
Dabei verschlechtert sich der Fehler vor allem bei niedriger 
Regularisierung (C = 100) stärker als bei hoher. Dadurch wird 
der Unterschied zwischen Trainings- und Testfehler in diesem 
Bereich deutlich größer.  Dieses Verhalten deutet auf ein 
verstärktes Auftreten von Overfitting hin. 
Für C = 10 wirken Trainings- und Testfehler zunächst 
plausibel bei den Originaldaten, allerdings scheint bei 
zunehmendem Labeling-Fehler auch hier schon bei 10 % 
Randomisierung Overfitting aufzutreten.  
Für hohe Regularisierung (C = 1) sind Trainings- und 
Testfehler bereits bei 0 % underfittet und steigen beide bei 10 
% Randomisierung  noch weiter an. 
 
Schon bei der Analyse mit 10 % zufallspermutierter Zielgröße 
stellt sich der Effekt einer abflachenden Testfehlerkurve und 
dem Fehlen eines Sweetspots ein. Der Trainingsfehler wird 
davon wenig beeinflusst und steigt lediglich bei hoher 
Regularisierung. (vgl. Abbildung 1) 
 
Erhöht sich das Rauschen noch weiter, wie in Abbildung 8 
dargestellt, bleibt der Testfehler flach und erfährt weiterhin 
verstärkte Offsets zu höheren Fehlern – der Sweetspot ist 
nicht mehr vorhanden. 
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Abbildung 8: Training- und Testfehler SVM über Regularisierung 
und Randomisierungsgrade 0 %, 10 %, 20%, 40 %, 60 %, 100 %. 

Der Testfehler steigt semikontinuierlich für alle C-Parameter 
über eine zunehmende Randomisierung. Ab 40 % 
Randomisierung tritt in einigen Fällen (40 %, 60 % und 100 
%) sogar ein Invertieren der Testfehlerkurve auf.  
Der Trainingsfehler dagegen verändert seinen Verlauf nicht. 
Es ist jedoch zu beobachten, dass er bei hoher Regularisierung 
(C = 1) steigt und dort somit verstärktes Underfitting zu 
beobachten ist. 
Auch hier ist der Trainingsfehler besonders bei geringer 
Regularisierung (C = 100) für alle Randomisierungsgrade 
sehr niedrig, wogegen der Testfehler stark zunimmt. Der 
Overfitting-Effekt wird zu hohen Randomisierungsgraden 
drastisch verstärkt.  
 
Die Vermutung eines sich verschlechternden Sweetspots 
konnte für die PLSR nicht beobachtet werden, was auf eine 
hohe Regularisierung der Methode in diesem Kontext 
hindeutet. Bei der SVM wurde der Effekt in erwarteter Form 
gefunden und trat bereits bei einem geringen Fehlerausmaß 
von 10 % deutlich auf. 

Zusammenfassung und Ausblick 
Eine große Differenz zwischen Trainings- und Testfehler als 
Indikator für Overfitting ist nützlich zur Auswahl der 
Algorithmen und als Indikator für Labeling-Fehler. 
 
Rauschen im Labeling kann die Vorhersage schnell 
verschlechtern (schon bei 10 % Randomisierung des Targets). 
Ist die Testfehlerkurve über den Regularisierungsfaktor einer 
SVM annäherungsweise konstant bzw. weist keinen Sweet 
Spot auf (vgl. Abbildung 1), ist Rauschen im Datensatz 
problematisch (z.B. Labeling-Fehler). Dabei wird 
absichtliches Over- und Underfitten während der Suche nach 
dem Sweet-Spot des Regularisierungsparameters genutzt, um 
die Qualität eines Datensatzes zu überprüfen. 
 
Ausstehend ist an dieser Stelle, den Einfluss der Korrelation 
zwischen anderen falsch gelabelten Prozessparametern und 
der Zielgröße auf die Vorhersage zu untersuchen. Außerdem 
sollte im Weiteren die Generalisierbarkeit des abflachenden 
Verhaltens der Testfehlerkurve über die Regularisierung 
untersucht werden durch die Verwendung von mehr 
Methoden, Hyperparametern und Anwendungsfällen. 
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