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Einführung
Lineare Gleichungssysteme kennt man, die werden eben
mit der Pseudoinversen und, falls die Matrix des Glei-
chungssystems nicht den vollen Rang hat, mit Sin-
gulärwertzerlegung gelöst. Nun ist es aber so, daß in ei-
nigen Anwendungen nicht die korrespondierende Lösung
der kleinsten Fehlerquadrate bzw. die quadratische Mi-
nimumnormlösung angestrebt werden. Im weiteren gibt
es nicht nur reellwertige, sondern auch komplexwertige
Probleme. Und schließlich kann es auch lohnenswert sein,
wenn man für spezielle, dennoch aber nicht selten auftre-
tende Probleme die Eigenschaften der Lösungen hinter-
fragt, die man z.B. mit den kleinsten Quadraten erzielt.
Dieser Beitrag dient dazu, die Anwendung linearer und
konvexer Optimierung für unter- und überbestimmte,
reell- und komplexwertige Gleichungssysteme zu zeigen
und den Übergang zur Lösung mit allgemein verfügbaren
Programmen für die Umsetzung in die numerische Pra-
xis anzugehen. Darüber hinaus wird für spezifische
Fälle überbestimmter Gleichungssysteme eine Methode
der Paretooptimierung entwickelt, die einen optimalen
Ausgleich zwischen quadratischer bzw. absoluter und
gleichmäßiger Approximation erlaubt [1]. Hierfür werden
wir die beiden Paretomaße p = 1#∞ und p = 2#∞
definieren.

Lineare Gleichungssysteme
In diesem Beitrag werden lineare Gleichungssysteme mit
M Gleichungen und N Variablen in den beiden Formen

M < N : Ax = b, M > N : Ax = b+ e

betrachtet. Die Vektoren x, b und e sowie die Matrix A
können reell- oder komplexwertig sein. Wir gehen davon
aus, daß die Matrix A den vollen Rang minimum{N,M}
aufweist. Für M < N sprechen wir von unterbestimm-
ten und für M > N von überbestimmten Gleichungs-
systemen. Der Vektor e bezeichnet für M > N den
(Gleichungs-)Fehlervektor. Wir gehen davon aus, daß für
M < N die Minimumnormlösung mit der Minimierung
eines Maßes des Vektors x und für M > N die Mini-
mumfehlerlösung mit der Minimierung eines Maßes des
Vektors e zu finden ist. Maße sind i.a. ‖.‖p, p ∈ {1, 2,∞}
und im speziellen die beiden Paretomaße.

Lineare und konvexe Optimierung
Wir nutzen für die Lösungen der linearen Gleichungssy-
steme Optimierungsverfahren aus üblichen Programmbi-
bliotheken. Diese Verfahren lösen Optimierungsprobleme
mit Gleichungs- und Ungleichungsrestriktionen der bei-
den Formen mit einem jeweiligen Variablenvektor c

min gT c min f(c)
D1c ≤ f1 gi(c) ≤ 0, i ∈ I,
D2c = f2 hj(c) = 0, j ∈ J.

Links steht das lineare Optimierungsproblem und rechts
das konvexe mit konvexer Zielfunktion f und konvexem
zulässigem Gebiet, das durch Ungleichungsrestriktionen
gi und Gleichungsrestriktionen hj definiert ist [2]. In
der Kurzschreibweise dieses Beitrags lesen wir z.B.
für das konvexe Problem

”
Minimiere f(c) unter den

Bedingungen gi(c) ≤ 0 ...“. Die Tabelle enthält die
Problemtypen für die gewählten Lösungscharakteristika.

M < N M > N
Maß reell komplex reell komplex

p = 1 linear konvex konvex konvex
p = 2 pinv pinv pinv pinv
p =∞ linear konvex konvex konvex
p = 1#∞ - - konvex konvex
p = 2#∞ - - konvex konvex

Eine generelle Herangehensweise ist es, Optimierungs-
probleme mit spezialisierten Verfahren zu lösen. So wird
man zum Lösen eines linearen Problems kein Verfahren
der nichtlinearen Optimierung einsetzen, auch wenn
Linearität prinzipiell eingeschlossen ist.

Paretooptimierung
Die Fehlermaße p = 1 und p = 2 sehen wir als global
an, da mit ihnen der gesamte Variablen- bzw. Fehler-
vektor summierend bewertet wird. Das Fehlermaß p =
∞ sehen wir als lokal an, da es den Spitzenwert der
Variablen- bzw. Fehlervektorkomponenten sieht, der ge-
gebenenfalls nur einziges Mal auftritt. Wenn nun im Fall
überbestimmter Gleichungssysteme die kritischen Vek-
torkomponenten nur in geringer Anzahl auftreten, z.B.
Ausreisser, und sogar lokal eng begrenzt sind, wie man
es z.B. bei der linearen Approximation auf Intervallen
oder beim Gibbschen-Phänomen sieht, ist es lohnens-
wert, die Spitzenwerte der global minimierten Vektoren
zu reduzieren. Wir werden sehen, daß erhebliche Reduk-
tionen bei vergleichbar geringen Zuwächsen der globalen
Maße erzielbar sind. Da die Verbesserung im globalen
Verschlechterung im lokalen und umgekehrt bedingt, se-
hen wir hier ein Problem der Paretooptimierung, d.h.
der Optimierung mit mehreren, hier zwei, im Konflikt
zueinander stehenden Approximationszielen, die wir als
Vektor von Zielfunktionen ansehen. In diesem Beitrag
wird eine Technik angegeben, die die Spitzenwertsreduk-
tion selbst als Optimierungsproblem begreift, wofür eine
simple lineare Skalierungstechnik das Skalarprodukt des
Zielfunktionsvektors ergibt. Dann können die Optimie-
rungsverfahren mit einer einzigen Zielfunktion verwendet
werden, die wir auch für die Standardfälle einsetzen. Im
ersten Schritt werden die beiden Minimierungsprobleme
von ‖e‖1,2 und von ‖e‖∞ gelöst. Die Indexschreibwei-
se ”1,2” bedeutet “entweder ‖e‖1 oder ‖e‖2”. Mit den
Lösungen sind die beiden Länge-M -Fehlervektoren e1,2
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und e∞ bekannt, mit denen die Skalierungsfaktoren

E1,2 = ‖e1,2‖1,2 , E∞ = ‖e∞‖1,2
M1,2 = ‖e1,2‖∞ , M∞ = ‖e∞‖∞

berechnet werden. Nun können die beiden (0,1)-
skalierten Fehler E und M bestimmt werden mit

Ẽ1,2 =
‖e‖1,2 − E1,2

E∞ − E1,2
und M̃1,2 =

‖e‖∞ −M∞
M1,2 −M∞

.

Die nicht erreichbare Ideallösung ist E = M = 0. Die
Pareto-Optimalität bezieht sich auf die Paretomaßmini-

mierung min
∥∥∥(Ẽ1,2, M̃1,2)

∥∥∥
p̂
, mit p̂ ∈ {1, 2,∞}. Ausge-

schrieben lautet dann das konvexe Paretoproblem für das
Beispiel p̂ =∞ und der Hilfsvariablen ρ

min ρ

Ẽ1,2 ≤ ρ,
M̃1,2 ≤ ρ.

Der Ansatz ist sowohl für reell- als auch für komplexwer-
tige Gleichungssysteme geeignet.

Transformation der reellwertigen L1- und
L∞-Probleme für lineare Optimierung
Für die Transformation benötigt man zusätzliche Varia-
blen, die wir als Defektvariablen bezeichnen. Für L1-
Probleme sind es N bzw. M Defektvariablen ρs, s =
0, ..., S−1, die im Vektor rS = (ρ0, ρ1, ..., ρS−1)T und für
L∞-Probleme ist es eine Defektvariable ρ, die im Vek-
tor r = ρ(1, 1, ..., 1)T verwendet wird. Die Defektvaria-
blen repräsentieren die Beträge der Vektorkomponenten
in der Summe oder in der Spitze. Die Transformation für
unterbestimmte Gleichungssysteme lautet

min ‖x‖1 min ‖x‖∞
Ax = b Ax = b
⇓ ⇓

min
N−1∑
n=0

ρn min ρ

x ≤ rN x ≤ r
−x ≤ rN −x ≤ r
Ax = b Ax = b

und, analog, für überbestimmte Gleichungssysteme

min ‖e‖1 min ‖e‖∞
⇓ ⇓

min
M−1∑
m=0

ρm min ρ

e ≤ rM e ≤ r
−e ≤ rM −e ≤ r

mit e = Ax − b. In den Lösungen nehmen die Defektva-
riablen für L1-Probleme die jeweiligen Beträge und für
L∞-Probleme deren Spitzenwerte an.

Lösung der konvexen L2-Probleme
Für die Lösung der konvexen L2-Probleme nutzen wir die
Pseudoinverse (pinv) mit

M < N : x = AT
(
AAT

)−1
b,M > N : x =

(
ATA

)−1
AT b.

Für komplexwertige Gleichungssysteme ist die
Hermitesche-Transponierte zu benutzen.

Unterbestimmte Gleichungssysteme:
Compressed sensing
Das Basisproblem Basis pursuit des Compressed sensing
[3] lautet mit M < N und p = 0, x ist dünnbesetzt,

min ‖x‖0
Ax = b.

Meist löst man das nächstliegende lineare (reell) bzw.
konvexe (komplex) Problem mit p = 1

min ‖x‖1
Ax = b

oder nutzt beispielsweise sog Greedy-Algorithmen [3], die
das Basisproblem angehen und in Zwischenschritten auch
das konvexe Problem

min ‖x‖2
Ax = b

lösen müssen. Ein Beispiel mit einem dünnbesetzten Mi-
krophonarray ist in [4] beschrieben worden.

Überbestimmte Gleichungssysteme: Ent-
wurf von FIR-Filtern mit Paretooptimie-
rung
Der Entwurf linearphasiger FIR-Filter führt zu linearen
Approximationsproblemen. Soll Linearphasigkeit nicht
erzielt werden, kann dies z.B. mit den konvexen Pro-
blemen der linearen komplexen Approximation erfolgen.
Um die typische Gestalt von Filterentwurfsproblemen an-
zugeben, werden einige Vektoren und eine Matrix ein-
geführt. Zunächst diskretisieren wir die reellwertige Fre-
quenzvariable dicht und erklären einen Vektor ω ∈ RM ,
der geordent alle diskreten Frequenzen der Entwurfsin-
tervalle, z.B. Durchlaß- und Sperrbänder, enthält. Wir
stellen sicher, daß M ein Mehrfaches größer als N ist.
Korrespondierend werden die reell- oder komplexwerti-
gen Länge-M -Vektoren HD, W und l erklärt. Der Vek-
tor HD enthält entweder den reellwertigen abgetasteten
Sollamplitudenfrequenzgang eines linearphasigen Filters
oder den komplexwertigen abgetasteten Sollfrequenzgang
eines nichtlinearphasigen Filters. Der reell- und positiv-
wertige Vektor W enthält Fehlergewichte, wie sie im Fil-
terentwurf üblich sind. Der reellwertige Vektor l enthält
für linearphasige FIR-Filter diejenigen Frequenzfunktio-
nen, mit denen die vier Typen von Filtern mit gemeinsa-
men Basisfunktionen dargestellt werden können [5]. Im
weiteren wird eine reell- oder komplexwertige (M ×N)-
Matrix A benötigt, die die Basisfunktionen repäsentiert.
Nun kann ein reell- oder komplexwertiger Länge-M -
Fehlervektor eines überbestimmten linearen Gleichungs-
systems in der Form

e = diag(W ) (Ah−HD)

angegeben werden, in dem der i.a. reellwertige Länge-
N -Vektor h die Filterkoeffizienten enthält, für die bei li-
nearphasigen Filtern die Symmetrie der Impulsantwort
beachtet wird. Im einzelnen setzen wir für linearphasige
Filter

Basisfunktionen: l(ω) cos(ωn), n = 0, ..., N − 1,
A = diag(l) cos(ωzT )
e = diag(W ) (Ah−HD)
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und für nichtlinearphasige Filter

Basisfunktionen: e−jωn, n = 0, ..., N − 1,

A = e−jωz
T

e = diag(W ) (Ah−HD) = diag(W )
(
e−jωz

T

h−HD

)
an, worin der Länge-N-Vektor z ein Zählvektor mit z =
(0, 1, ..., N − 1)T ist. Die überbestimmten Gleichungssy-
steme sind nun definiert und der Filterentwurf kann er-
folgen. Wir haben ein Beispiel einer komplexen Approxi-
mation vorbereitet, ein Tiefpassfilter, bei dem im Durch-
laßband eine konstante Gruppenlaufzeit zu nähern ist,
die erheblich geringer ausfällt, als die eines korrespon-
dierenden linearphasigen FIR-Filters gleicher Länge N .
Solche FIR-Filter sind z.B. als Fractional-Delay-Filter
in Array-Schallwandlern oder Noise-Shaping-Filter ein-
zusetzen. Im einzelnen soll

HD(ω̃) =

{
e−jω̃τD , ω̃ ∈ [0, 0.2π] ,
0, ω̃ ∈ [0.24π, π]

approximiert werden. Mit ω̃ bezeichnen wir die (noch)
nicht diskretisierte Frequenzvariable. Für das Beispiel ha-
ben wir N = 300, M = 4500, τD = 70.0 und für die
Gewichte im Vektor W im Durchlaßband der Wert 1 und
im Sperrband der Wert 10 gewählt. Die Tabelle enthält
die Fehlermaße der beiden Bezugs- und die des Pareto-
optimalfilters.
‖e2‖2 = 0.003064 ‖e2‖∞ = 0.0007037
‖e∞‖2 = 0.007545 ‖e∞‖∞ = 0.0001403
‖e2#∞‖2 = 0.003615 ‖e2#∞‖∞ = 0.0002096

In der Tabelle kann die signifikante Reduktion des Spit-
zenwertfehlers bei moderatem Zuwachs des quadrati-
schen Fehlers abgelesen werden. Die Abbildungen 1. bis
3. zeigen die Übertragungsmaße und die Beträge der Feh-
lervektoren der drei Filter.

Matlab-Programme zur Lösung der Glei-
chungssysteme
Gleichungssystem Ax = b(+e), N Variablen, M Glei-
chungen, reell- und komplexwertig

Reellwertige Probleme
a.) Unterbestimmt Ax=b
%----L1-Problem----

g=[zeros(N,1);ones(N,1)];

D1=[eye(N),-eye(N);-eye(N),-eye(N)];

f1=zeros(2*N,1);

D2=[A,zeros(M,N)];

f2=b;

c1=linprog(g,D1,f1,D2,f2);

x1=c1(1:N);

%----L2-Problem----

x2=A’*inv(A*A’)*b;

%----Linf-Problem----

g=[zeros(N,1);1];

D1=[eye(N),-ones(N,1);-eye(N),-ones(N,1)];

f1=zeros(2*N,1);

D2=[A,zeros(M,1)];

f2=b;

cinf=linprog(g,D1,f1,D2,f2);

xinf=cinf(1:N);

b.) Überbestimmt Ax=b+e
%----L1-Problem----

g=[zeros(N,1);ones(M,1)];

D1=[A,-eye(M);-A,-eye(M)];

f1=[b;-b];

c1=linprog(g,D1,f1);

x1=c1(1:N);

%----L2-Problem----

x2=pinv(A)*b;

%----Linf-Problem----

g=[zeros(N,1);1];

D1=[A,-ones(M,1);-A,-ones(M,1)];

f1=[b;-b];

cinf=linprog(g,D1,f1);

xinf=cinf(1:N);

c.) Pareto, Bsp. p=2,∞
%---------Solve L2-Problem-----

x2=pinv(A)*b;

%---------Solve Linf-Problem-----

cvx begin

variable xinf(N,1)

minimize( norm(A*xinf - b,Inf ) )

cvx end

%--------Fehlermaße fuer die Skalierung------

err2= A*x2-b; errinf= A*xinf-b;

E2=norm(err2,2); Einf=norm(errinf,2);

M2=norm(err2,inf); Minf=norm(errinf,inf);

%---------Solve Pareto-Problem-----

cvx begin

variable xpar(N,1)

variable t;

minimize(t);

subject to

norm(A*xpar-b,2)<= (Einf-E2)*t+E2;

norm(A*xpar-b,Inf)<= (M2-Minf)*t+Minf;

cvx end

Komplexwertige Probleme
a.) Unterbestimmt Ax=b
%----L1-Problem----

cvx begin

variable x1(N,1) complex

minimize(norm(x1,1));

subject to

A*x1 == b;

cvx end

%----L2-Problem----

x2=A’*inv(A*A’)*b;

%----Linf-Problem----

cvx begin

variable xinf(N,1) complex

minimize(norm(xinf,Inf))

subject to

A*xinf == b;

cvx end

b.) Überbestimmt Ax=b+e
%----L1-Problem----

cvx begin

variable x1(N,1) complex

minimize( norm(A*x1 - b,1 ) )

cvx end
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%----L2-Problem----

x2=pinv(A)*b;

%----Linf-Problem----

cvx begin

variable xinf(N,1) complex

minimize( norm(A*xinf - b,Inf ) )

cvx end

c.) Pareto, Bsp. p=2,∞
%---------Solve L2-Problem-----

x2=pinv(A)*b;

%---------Solve Linf-Problem-----

cvx begin

variable xinf(N,1) complex

minimize( norm(A*xinf - b,Inf ) )

cvx end

%--------Fehlermaße fuer die Skalierung------

err2= A*x2-b; errinf= A*xinf-b;

E2=norm(err2,2); Einf=norm(errinf,2);

M2=norm(err2,inf); Minf=norm(errinf,inf);

%---------Solve Pareto-Problem-----

cvx begin

variable xpar(N,1) complex

variable t;

minimize(t);

subject to

norm(A*xpar-b,2)<= (Einf-E2)*t+E2;

norm(A*xpar-b,Inf)<= (M2-Minf)*t+Minf;

cvx end
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Abbildung 1: Filterbeispiel, p=2

Abbildung 2: Filterbeispiel, p=∞

Abbildung 3: Filterbeispiel, p=2#∞
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