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Einleitung
Im traditionellen Produktdesignprozess wird ein
system-orientierter Entwicklungsansatz praktiziert,
bei welchen zunächst ein System konzipiert und
mittels numerischer Simulationen oder physikalischen
Experimenten analysiert wird. Im Anschluss daran wird
überprüft, ob das System die erforderlichen Zielkriterien
erfüllt. Jedoch kann dieser Abgleich üblicherweise erst
am Ende des Entwicklungszyklus durchgeführt werden.
Neben einem erhöhten Entwicklungsaufwand führt
dieser Ansatz zu enorm großen Zeitaufwänden.

In diesem Beitrag wird ein kriterien-orientierter
Entwicklungsansatz vorgestellt, bei welchem die
Zielkriterien implizit im Entwicklungsprozess
berücksichtigt werden. Dies spielt gerade bei
akustischen Metamaterialien eine wichtige Rolle,
weil ihr Design maßgeblich von den Anforderungen
der Problemstellung abhängt. In diesem Beitrag wird
zunächst das Transmissionsverhalten des Metamaterials
als Zielkriterium für den Auslegungsprozess definiert.

Der kriterien-orientierte Entwicklungsansatz wird
in Form eines Design-Assistenten umgesetzt. Für
die Implementierung des Design-Assistenten kommt
dabei ein datenbasiertes Deep Learning-Verfahren
zum Einsatz. Im Speziellen wird ein sog. generative
adversarial network (GAN) für das Design der
Metamaterialien entwickelt. Dass GAN wird zusätzlich
dahingehend erweitert, dass der Designprozess auf das
gewünschte Transmissionsverhalten konditioniert
wird. In diesem Fall spricht man von einem
conditional generative adversarial network (CGAN).
Die folgenden Abschnitte befassen sich mit dem
Datengenerierungsprozess, der CGAN-Methode und den
Ergebnisse des vorgestellten Verfahrens.

Datengenerierungsprozess
Zunächst ist es erforderlich eine Datenbank aufzustellen,
um die Parameter des CGAN zu optimieren. Hierfür wird
eine synthetische Datenbank konstruiert, die sich aus
(X, y)-Trainingsdatenpaaren zusammensetzt. Während
die Eingangsgröße X die Geometrie einer Einheitszelle
des Metamaterials beschreibt, stellen die entsprechenden
Transmissionsspektren die Ausgangsgröße y dar.

Ein Zufallsgenerator wird für den Generierungsprozess
von den Einheitszellengeometrien herangezogen, welcher
eine pixel-basierte Repräsentation der Einheitszelle
erzeugt. Für den Generierungsprozess wird angenommen,
dass die Einheitszellen achsensymmetrisch sowie
zentral in der Zelle positioniert sind. Weiterhin wird
angenommen, dass benachbarte Pixel mindestens

mit einer Kante verbunden sind, um mögliche
Schwierigkeiten in der anstehenden numerischen
Simulation zu vermeiden.

Aus den synthetischen Einheitszellengeometrien
werden akustische Metamaterialien nach dem Finite
Elemente Modell (FEM) von Elford et al. [2]
entwickelt, siehe Abb. 1. Das Metamaterial besteht

Abbildung 1: FEM Modell des akustischen Metamaterials
nach [2]. Zehn aneinander gereihte Einheitszellen in einem
akustischen Rohr, deren Grenzflächen zur Luft (grau) mit
schallharten Randbedingungen modelliert sind (orange). Das
Metamaterial wird mit einer ebenen Schallwelle angeregt
(blau). Die Abschlüsse des Rohrs sind durch perfectly matched
layer (PML) modelliert (dunkelgrau).

dabei aus zehn aneinander gereihten Einheitszellen,
welches in einem akustischen Rohr integriert wird.
Das Transmissionsverhalten wird dabei durch das
Verhältnis der Schallleistung am Rohrausgang Pout zur
Eingangsschallleistung Pin bestimmt

TL = 10 log

(
Pout

Pin

)
. (1)

Als relevanter Frequenzbereich wird der Bereich von
2 kHz bis 10 kHz betrachtet. Die Ergebnisse der
FEM Simulationen der erzeugten Einheitszellen bilden
schließlich einen synthetischen Trainingsdatensatz mit
2800 (X, y)-Datenpaaren.

Generativer Design-Assistent
Wie eingangs erläutert wird der Kern des generativen
Design-Assistenten durch ein generative adversarial
network (GAN) gebildet. Das GAN besteht aus
zwei Neuronalen Netzen: dem Generator und dem
Diskriminator [3]. Das Training des Generators zielt
darauf ab die Variantenvielfalt im Trainingsdatensatz
abzudecken, wohingegen der Diskriminator dahingehend
optimiert wird, Geometrien vom Generator von
den Geometrien aus dem Trainingsdatensatz zu
unterscheiden. Als Klassifikationsnetzwerk bewertet
der Diskriminator Geometrien aus dem Datensatz als
real und Geometrien, die vom Generator stammen,
als fake. Der Trainingsprozess eines GANs kann daher
als ein Wettbewerb interpretiert werden, bei dem der
Generator versucht Geometrien zu generieren, die als
real vom Diskriminator klassifiziert werden, und der
Diskriminator versucht diese generierten Geometrien zu
entlarven. Die Struktur eines GANs ist schematisch in
Abb. 2 dargestellt.
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Abbildung 2: Schematische Struktur eines GANs. Auf Basis
eines zufälligen Eingangsvektors z generiert der Generator
eine Geometrie. Der Diskriminator versucht diese Geometrie
zu detektieren und mit fake zu klassifizieren. Geometrien aus
dem Trainingsdatensatz werden mit real klassifiziert.

Ergebnisse
Der entwickelte Design-Assistent wird mit 80% der
Datenpaare trainiert. Die übrigen 20% sind für
Testzwecke vorgesehen. Die Trainingsdauer entspricht
dabei 2000 Epochen mit einer batch size von 32. Aus
dem Testdatensatz wird exemplarisch eine Geometrie
ausgewählt und auf Basis deren Transmissionsverhalten
eine neue Geometrie vom Generator erzeugt. Die
exemplarische Einheitszelle aus dem Testdatensatz ist in
Abb. 3 abgebildet.

Abbildung 3: Exemplarisch ausgewählte Einheitszelle aus
dem Testdatensatz.

Das Ergebnis des Generators ist in Abb. 4 dargestellt.
Auch wenn die Konturen der Geometrie nicht in dem
Maße glatt und fein sind wie in der entsprechenden
Testzelle, wird jedoch deutlich, dass die generierte
die wesentlichen Merkmale der Testzelle enthält. Dazu
gehören bspw. die rechteckige Form, der ausgeprägte
Hohlraum sowie die Öffnung des Einheitszelle.

Abbildung 4: Generierte Einheitszelle vom Generator auf
der Grundlage des Transmissionsverhaltens der ausgewählten
Testzelle.

Schließlich wird die generierte Einheitszelle validiert,
indem daraus das Metamaterial modelliert wird
und das Transmissionsspektrum mit einer FEM
Simulation berechnet wird. Das resultierende
Transmissionspektrum sowie das ursprüngliche
Eingangs-Transmissionsspektrum sind in Abb. 5
abgebildet. Aus dem Vergleich wird deutlich, dass das
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Abbildung 5: Vergleich des Transmissionsspektrums
des Test-Metamaterials (gestrichelt) mit den
Transmissionsspektrum des generierten Metamaterials
(durchgezogen).

generierte Metamaterial die wesentlichen Eigenschaften
des Test-Metamaterials abbildet. Trotz kleinen
Abweichungen in den Frequenzen wird deutlich, dass
das generierte Metamaterial die Streuung im Bereich
der Bragg-Frequenz sowie die Resonanzen im Hohlraum
abbildet.

Erste Studien haben gezeigt, dass mit Hilfe eines CGANs
ein Design-Assistent entwickelt werden kann, mit
welchem problemspezifische akustische Metamaterialien
generiert werden können. Für zukünftige Arbeiten
sind experimentelle Validierungsprozesse sowie
weitere Anwendungen in ingenieurstechnischen
Problemstellungen geplant.
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