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Einleitung 
Akustische Sensoren sind in zahlreichen Anwendungen zu 
finden. Dazu gehören Anwendungen in direkten akustischen 
Systemen wie z. B. in Beschallungssystemen. Andere 
Systeme nutzen Schall, um Messungen durchzuführen, wie z. 
B. zur Entfernungsbestimmung über eine Laufzeitmessung 
oder zur Temperaturmessung. Dieser Beitrag gibt eine 
Übersicht zu Anwendungen von Künstlicher Intelligenz (KI) 
in der Luftschallakustik. Fragen, die sich beim Aufsetzen 
eines KI-Systems ergeben, sollen beleuchtet werden. So stellt 
sich z. B. die Frage, ob die gemessenen Signale, wie der 
Schalldruck, direkt als Input eines neuronalen Netzwerkes 
verwendet oder in einem Signalvorverarbeitungsschritt 
Merkmale wie bspw. eine Hüllkurve oder Zeit-Frequenz-
Darstellung extrahiert werden. Eine wichtige Frage für das 
Training des KI-Systems stellt eine ausreichende Menge an 
bekannten Datensätzen dar. Bei unzureichenden Mess-
möglichkeiten sind in der Luftschallakustik verschiedene 
Möglichkeiten der Data Augmentation gegeben. Eine 
wichtige Frage ist die Wahl der Netzwerkarchitektur und 
Netzwerkgröße. Schließlich stellt sich auch die Frage der 
Verlässlichkeit und Nachvollziehbarkeit von Ergebnissen 
eines KI-Systems. 

Anwendungen der Künstlichen Intelligenz 
Anwendungen der KI haben heute das gesamte Wissensgebiet 
der Akustik durchdrungen. Tabelle 1 listet mögliche 
Gliederungsaspekte der Akustik. Nach kurzer Überlegung 
gelingt es, in jedem der angegebenen Teilgebiete Anwen-
dungen der KI zu benennen. Tabelle 2 benennt einige der 
Anwendungen gegliedert in mögliche Anwendungsgruppen. 

Eine andere Möglichkeit der Gliederung der Anwendungen 
ergibt sich mit aufgabenbezogenen Aspekten. Folgende 
Hauptunterteilungen bzgl. Aufgaben sind möglich: Klassifi-
kation, Regression, Clustering und generative Modelle [1]. 
Die Aufgabe der Klassifikation bildet den Schwerpunkt dieser 
Veröffentlichung. Dazu gehören die Klassifikation von 
passiven Schallereignissen wie z. B. Sprache oder Umge-
bungsgeräusche sowie die Klassifikation von Schallrück-
streuungen nach aktiver Schallabgabe wie z. B. in der Werk-
stoffprüfung oder Umfeldsensierung. Beispiele für Aufgaben 
der Regression sind die Lokalisierung von Schallquellen oder 
die Erkennung von Schallereigniszeitpunkten. 

Tabelle 1: Mögliche Gliederungsaspekte der Akustik 
Frequenzbereich Ausbreitungs-

medium 
akustische 
Wirkkette  

Infraschall Luftschall Schallentstehung 
Hörschall Körperschall Schallausbreitung 
Ultraschall Fluidschall Schallwahrnehmung 

 

Tabelle 2: Anwendungen der Künstlichen Intelligenz 
gegliedert in mögliche Anwendungsgruppen 

Menschen Musik, Beschallung Material, 
Maschinen 

Spracherkennung, 
-synthese 

Musikerkennung Materialprüfung 

Übersetzungen Musikproduktion  Wartung, 
Güteprüfung 

Sonografie Beschallungstechnik  Umfeldsensierung 

Methoden der Klassifikationsaufgabe 
Aufgabe der Klassifikation ist die systematische Zuweisung 
einer Klasse zu einem Eingangsdatensatz. Die so ent-
stehende Sammlung von abstrakten Klassen wird zur Ab-
grenzung, Ordnung und Unterscheidung verwendet. Ein-
gangsdaten werden anhand bestimmter übereinstimmender 
Merkmale Klassen zugeordnet [1].  Die wichtigsten Schritte 
dafür sind die Extraktion von Merkmalen und die An-
wendung eines Klassifikationsmodells, siehe Abbildung 1. 

 
Abbildung 1: Hauptschritte der Klassifikationsaufgabe 

Dabei lassen sich drei Hauptmethoden unterscheiden: 
1) Regelbasierte Klassifikation, 2) Machine Learning 
(ML), 3) Deep Learning (DL). Diese unterscheiden sich bei 
der Merkmalsextraktion und in Bezug auf das Klassifikations-
modell. Bezüglich der dabei angewandten Berechnungs-
vorschriften sind zu unterscheiden (s.a. Tabelle 3): 
a) Know-how-basiert: analytisch beschreibbare Berech-
nungsvorschriften, die „von Hand“ know-how-basiert, d.h. 
von menschlichen Experten, entworfen sind. Dieses Know-
how ist spezifisch für jede Domäne bzw. Anwendung. 
b) Neuronales Netzwerk: automatisierter Aufbau eines 
Modells im Trainingsprozess eines neuronalen Netzwerkes. 
Das dafür erforderliche Know-how betrifft weniger die 
Domäne, sondern mehr die Netzwerkarchitektur und die sog. 
Hyperparameter zum Training des Netzwerkes. Im weitesten 
Sinn kann ein neuronales Netz als eine große Sammlung an 
Berechnungsregeln verstanden werden. 

Die dargestellten Methoden unterscheiden sich bzgl. des 
Anteils an know-how-basierten oder von einem neuronalen 
Netz gelernten Berechnungsvorschriften. Dies hat unmittel-
bare Folgen für die Frage der Erklärbarkeit und Nach-
vollziehbarkeit der Methoden, siehe dazu Tabelle 4. 
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Tabelle 3: Methoden der Klassifikationsaufgabe in der KI 
Methoden Merkmals-

extraktion 
Klassifikations-
modell 

1) Regelbasierte 
Klassifikation 

Know-how 
basiert 

Know-how 
basiert 

2) Machine Learning Know-how 
basiert 

Neuronales 
Netzwerk 

3) Deep Learning ein gemeinsames neuronales 
Netzwerk für beide Schritte 

Tabelle 4: Beschreibbarkeit und Nachvollziehbarkeit 
Methoden erklärbar und nachvollziehbar 
1) Regelbasiert vollständig 
2) Machine Learning Merkmale ja, Klassifikation nein 
3) Deep Learning nein, ggf. sogar veränderlich 

Herausforderungen von KI-Systemen 
Aus der mangelnden Erklärbarkeit, Nachvollziehbarkeit und 
Reproduzierbarkeit ergeben sich Herausforderungen für die 
Anwendung der KI. Besonders kritisch ist eine weiterlernende 
KI zu beurteilen, bei der sich das Netzwerk dynamisch mit 
neuen Eingangsdaten ändert. Die kritischste Ausprägung ist 
ein Weiterlernen ohne menschliche Überwachung. Für 
sicherheitsrelevante Anwendungen sind daher geschlossene 
KI-Systeme zu bevorzugen. U.U. muss ein Mensch die letzte 
Entscheidungsinstanz sein, wobei die KI eine Empfehlung 
bevorzugt mit einer Erklärung für diese Klassifikation einem 
Menschen für die Entscheidung vorlegt. Diese Methoden 
werden unter dem Begriff white box KI (explainable AI) 
zusammengefasst und sind aktuell Gegenstand der 
Forschung. 

Weitere Herausforderungen ergeben sich im Trainingsprozess 
eines neuronalen Netzwerkes. Die generell große Vielfalt an 
Echtweltszenarien erfordert sehr viele Datensätze für ein 
robustes Klassifikationsergebnis. Dabei können die Metho-
den des Transfer Learning und der Data Augmentation unter-
stützen [2]. Unausgewogene, nicht repräsentative Trainings-
datensätze bewirken Verzerrungseffekte bei der Berechnung 
der lernbaren Netzparameter. Methoden zur Validierung der 
KI-Systeme werden zum Erfolgsschlüssel bzgl. der angeführ-
ten Herausforderungen. 

Signalverarbeitungskette in KI-Systemen 
KI-basierte akustische Sensorsysteme umfassen folgende 
typische Hauptschritte der Signalverarbeitungskette: 
 1)  Datenerfassung und Labeling 
 2)  Vorverarbeitung 
 3)   optional:  Augmentation im Zeitbereich 
 4)  Merkmalsextraktion 
 5)   optional:  Augmentation im Bildbereich 
 6)  Aufteilung: Trainings-, Validierungs- und Testdaten 
 7)  Training ML / DL - Modell 
 8)  Klassifikation und Post-Processing 
 9)  Evaluation und Post-Processing 

 

Datenerfassung & Labeling 
Eine ausreichende Menge an gelabelten Daten ist in der Regel 
eine Grundvoraussetzung robuster KI-Systeme, insb. für DL-
Systeme [2]. Hierbei ist eine Variation im Datenset sicher-
zustellen, damit unterschiedliche Situationen des Anwen-
dungsfalls abgebildet werden. Andernfalls ergibt sich nach 
dem Trainingsprozess eine reduzierte Fähigkeit zur Generali-
sierung. Unausgeglichene Klassengrößen sowie Redundanz 
sind hingegen zu vermeiden. Je nach Anwendungsfall können 
öffentliche Datensätze oder eigenerfasste Messdaten 
verwendet werden. Bei einer Messdatenerfassung ist die 
Abtastrate unter Einhaltung des Nyquist-Theorems zu wählen 
sowie ein ausreichender Signal-Rausch-Abstand ohne Über-
steuerung sicherzustellen. 

Vorverarbeitung 
Nach der Messdatenerfassung sind die relevanten Abschnitte 
aus den Zeitsignalen auszuschneiden und zu labeln. Auto-
matisches Labeln ist zu bevorzugen, da manuelles Labeln 
durch Experten einen großen Zeitaufwand erfordert. Wird der 
Datensatz aus mehreren verfügbaren Datensätzen zusam-
mengestellt, ist auf eine einheitliche Abtastrate zu achten, ggf. 
muss ein Resampling vorgenommen werden. Des Weiteren ist 
eine Normalisierung der Zeitabschnitte möglich, sofern das 
Amplitudenverhältnis zwischen den Zeitabschnitten keine 
relevante Information für die Klassifikationsaufgabe darstellt. 
Zur Rauschunterdrückung kann eine Threshold-Filterung 
(Noise Gate) eingesetzt werden, um die Überlieferung von 
unwesentlichen Signalanteilen an das ML-Modell zu 
begrenzen. Zudem ist in vielen Anwendungsfällen eine 
Bandpassfilterung zur Begrenzung des Signals auf den 
relevanten Frequenzbereich förderlich. 

Merkmalsextraktion 
Der traditionelle ML-Ansatz sieht eine manuelle Extraktion 
von Merkmalen vor, welche für das Training des ML-Modells 
verwendet werden (Feature Engineering). Die Auswahl von 
Merkmalen, welche die Zielvariable möglichst gut abbilden, 
ist dabei ein essenzieller Schritt für die Leistungsfähigkeit des 
ML-Modells. Die manuelle Merkmalsextraktion ist daher ein 
kritischer und fehleranfälliger Schritt, für welchen Experten-
wissen über die vorliegenden Signale ausschlaggebend ist [3]. 
Merkmale können im Zeitbereich oder im Frequenzbereich 
extrahiert werden. 

Beispiele für Merkmale im Zeitbereich sind die Amplituden-
hüllkurve, der gleitende Effektivwert (RMS energy) oder die 
Nulldurchgangsrate (zero crossing rate) [4]. Diese sind 
exemplarisch, ausgehend von dem Zeitsignal eines zwit-
schernden Rotkehlchens, in Abbildung 2 dargestellt. Merk-
male im Frequenzbereich sind bspw. Spectral Centroid, 
Spectral Spread oder Spectral Flux [5]. Spectral Centroid 
beschreibt den Schwerpunkt des Spektrums und gibt bspw. 
Aufschluss über die Klangfarbe. Spectral Spread ist definiert 
als die Standardabweichung um den Spectral Centroid und be-
schreibt damit die Bandbreite des Signals. Spectral Flux ist 
ein Maß für die zeitliche Veränderung des Spektrums. Das 
Spektrum des Zeitsignals aus Abbildung 2 und die genannten 
Merkmale im Frequenzbereich sind in Abbildung 3 darge-
stellt. 
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Abbildung 2: Merkmale im Zeitbereich 

 
Abbildung 3: Merkmale im Frequenzbereich 

Im Gegensatz zum ML-Ansatz lernt das Modell beim DL 
relevante Merkmale selbst. Es entfällt die fehleranfällige und 
zeitaufwändige manuelle Merkmalsextraktion. Als Eingangs-
größe für das Neuronale Netz dient im DL meist eine Zeit-
Frequenz-Darstellung oder das Zeitsignal selbst (end-to-end 
learning) [6]. Als Zeit-Frequenz-Darstellung eines diskreten 
Signals  wird häufig über die Kurzzeit-Fourier-
Transformation das Amplituden-Spektrogramm 

 (1) 

mit den Samples , der Fensterfunktion , der 
Fensterposition  und der Kreisfrequenz  verwendet. 
Zusätzlich findet häufig eine Logarithmierung des Spektro-
gramms statt, um energieärmere Signalanteile hervorzuheben. 
Neben dem amplitudenbasierten Spektrogramm kann auch 
ein Phasen-Spektrogramm als Eingangsgröße (bspw. als 
zusätzlicher Eingangskanal) dienen [6]. 

Zudem ist eine Skalierung der Frequenzachse nach der psy-
choakustischen Maßeinheit Mel insb. im Audiofrequenz-

bereich verbreitet [7]. Diese Frequenzskalierung orientiert 
sich am menschlichen Höreindruck bzgl. der wahrgenom-
menen Tonabstände. Abbildung 4 zeigt das bandbegrenzte 
Mel-Spektrogramm des Signals des vorherigen Beispiels. 

 
Abbildung 4: Bandbegrenztes Mel-Spektrogramm 

Data Augmentation 
Stehen nicht ausreichend viele Messdaten zur Verfügung, 
kann der Trainingsdatensatz durch Data Augmentation ange-
reichert werden. In der Computer Vision ist dies weit ver-
breitet: Es werden modifizierte Kopien der Originaldaten 
erstellt, indem Bilder z. B. gedreht oder gespiegelt werden. 
Auch die Simulation von Daten stellt eine Möglichkeit dar. 
Data Augmentation ermöglicht eine höhere Robustheit und 
Generalisierbarkeit des Modells [1]. 
Eine Übertragung auf die Augmentation akustischer Mess-
daten ist jedoch oft nicht zielführend. So stellt bspw. die 
Drehung eines Spektrogramms eine elementare Veränderung 
des Informationsgehalts aufgrund der Beziehung zwischen 
Zeit- und Frequenzachse dar. Hier sind physikalisch moti-
vierte Methoden zu bevorzugen. Die Auswahl von Methoden 
der Augmentation ist jeweils aufgabenabhängig zu treffen. Es 
lässt sich unterscheiden zwischen Methoden zur Anwendung 
im Zeitsignal sowie in der Zeit-Frequenz-Darstellung [8]. 
Beispiele der Augmentation im Zeitbereich: 
‒ Veränderung des Signal-Rausch-Abstandes durch Hin-

zufügen von weißem Rauschen 
‒ Tonhöhenänderung bzw. der Simulation des Doppler-

Effekts über Pitch Shifting 
‒ Veränderung der Lautstärke von Schallereignissen bzw. 

Schalldämpfung über veränderte Amplitudenverläufe 
‒ Veränderte Wiedergabegeschwindigkeit bzw. Signallänge 

über Time Stretching 
‒ Veränderung von Laufzeiten über die Verschiebung der 

Zeitausschnitte 

Beispiele Augmentation in der Zeit-Frequenz-Darstellung: 
‒ Zusammenmischen von mehreren Zeit-Frequenz-Darstel-

lungen (MixUp-Augmentation) [9] 
‒ Stauchung/Dehnung in Zeitrichtung (Time Warping) [10] 
‒ Spektralbereiche ausblenden (Frequency Masking) [10] 
‒ Zeitbereiche ausblenden (Time Masking) [10] 
Bei der MixUp-Augmentation ergibt sich aus zwei zufälligen 
Trainingssamples  und  mit den Labels  und  über 
lineare Interpolation ein neues Trainingssample  mit dem 
Label : 

 (2) 

wobei  dem Mix-Faktor im Intervall (0, 1) entspricht. 
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Beim Time Warping wird ein zufälliger Punkt auf der Zeit-
achse im Bereich  mit den Zeitschritten  und dem 
Hyperparameter  ausgewählt. Das Bild wird dann entweder 
nach rechts oder links um  Schritte gestaucht und inter-
poliert, wobei  zufällig aus [0, ] gewählt wird. 

Zum Ausblenden von Spektralbereichen über Frequency 
Masking werden  aufeinanderfolgende Frequenzlinien [ , 

) maskiert. Dabei wird  zufällig aus [0, ] mit dem 
Hyperparameter  gewählt und  zufällig aus [0, ) mit 
der Anzahl der Frequenzlinien . Analog dazu werden beim 
Time Masking  aufeinanderfolgende Zeitlinien [ , ) 
maskiert, wobei  zufällig aus [0, ] mit dem Hyperparameter 

 gewählt wird und  aus [0, ) mit der Anzahl der 
Zeitlinien . 

Aufteilung in Trainings-, Validierungs- und Testdatenset 
In der Regel wird die Gesamtdatenmenge in drei Datensätze 
geteilt: Trainingsdaten zum Trainieren des Modells, Validie-
rungsdaten zum Fine-Tuning der Hyperparameter und Test-
daten zur Evaluation des Modells. Eine strikte Trennung der 
Datensätze ist essenziell für die Evaluation des Modells. Das 
Modell sollte vor der Evaluation die Testdaten noch nicht 
„gesehen“ haben. Die Aufteilung der Datensätze wird meist 
zufällig vorgenommen, bspw. 70% Trainings-, 15% Vali-
dierungs- und 15% Testdaten. 

Deep-Learning-Netzarchitektur 
Bei Zeit-Frequenz-Darstellungen oder Zeitsignalen als 
Eingangsgröße haben sich insb. Convolutional Neural Net-
works (CNNs) bewährt. Typischerweise werden CNNs in 
zwei Teile gegliedert: Feature-Extractor und Classifier. In 
ersterem werden im Training über eine Fehlerfunktion 
Parameter für Faltungskernels gelernt, die relevante Merk-
male extrahieren (Feature Maps). Auf die Ausgabe der Fal-
tungsschichten wird meist die ReLu-Aktivierungsfunktion 
angewandt. Zudem findet häufig eine Dimensionsreduzierung 
der Feature Maps über sog. Pooling statt. Dabei wird eine 
Fensterung über die Eingabe mit festgelegter Schrittweite 
geschoben, wobei jeweils das Maximum der Werte im Fenster 
gebildet wird (Max-Pooling). Der Classifier-Teil besteht 
üblicherweise aus einem Feed-Forward Neural Network mit 
vollständig vernetzten Neuronenschichten (Fully Connected 
Layer). Im Trainingsprozess werden die Gewichte der Neuro-
nenverbindungen gelernt, um eine Klassifikationsentschei-
dung aus den extrahierten Feature Maps abzuleiten. Bei 
Klassifikationsaufgaben mit  Klassen wird auf die 
Ausgabe meist die Softmax-Aktivierungsfunktion ange-
wandt, wodurch sich klassenspezifische a-posteriori-
Wahrscheinlichkeiten ergeben. [1] [2] [3] Eine Prinzipdarstel-
lung eines CNNs mit einem Spektrogramm als Eingangsgröße 
ist in Abbildung 5 gegeben. 

Die Netzkomplexität eines CNNs basiert auf der Größe des 
Netzes und der Anzahl der trainierbaren Parameter. Die 
Anzahl der trainierbaren Parameter wird bspw. beeinflusst 
durch Hyperparameter wie die Anzahl und Form der Kernels 
in den Faltungsschichten, die Anzahl der Faltungs- und 
Poolingschichten sowie die Anzahl der Schichten und 
Neuronen im Classifier-Teil. Bei zu „tiefen“ Netzen besteht 
die Gefahr von Overfitting: Es findet eine Überanpassung des 
Modells an die Trainingsdaten statt, wodurch die Fähigkeit 

zur Generalisierung abnimmt. Das Modell wird in diesem Fall 
die Klassen der Validierungs- bzw. Testdaten weniger gut 
vorhersagen. Bei einer zu „einfachen“ Netzarchitektur kann 
es wiederum zu Underfitting kommen, d.h. das Modell ist 
aufgrund von unzureichender Komplexität nicht in der Lage, 
einen Zusammenhang zwischen der Ein- und Ausgabe zu 
erfassen. In diesem Fall wird das Modell auch die Ausgaben 
der Trainingsdaten nicht gut vorhersagen. [2] 

 
Abbildung 5: Prinzipdarstellung eines CNNs 

Fine-Tuning und Evaluation 
Nach dem Training des Modells erfolgt ein Fine-Tuning der 
Hyperparameter mit den Validierungsdaten. In einem iterati-
ven Prozess soll durch die Optimierung der Hyperparameter 
ein möglichst gutes Klassifikationsergebnis mit den Validie-
rungsdaten erreicht werden. Zur automatisierten Hyperpara-
meteroptimierung können Verfahren wie Grid Search oder 
Random Search verwendet werden [2]. Abschließend kann 
die Evaluation des Modells mit den Testdaten durchgeführt 
werden. Gängige Metriken bei Klassifikationsaufgaben sind 
die Korrektklassifikationsrate sowie die Konfusionsmatrix.  

Zusammenfassung 
In allen aufgezeigten Anwendungsgebieten sind KI-Systeme 
mit Eingangsdaten von akustischen Sensoren zu finden. ML- 
und insb. DL-Systeme sind nicht vollständig erklärbar. Daher 
sind Methoden der Validierung entscheidend für die 
Qualitätssicherung, um die Eignung für den Einsatzzweck 
nachzuweisen. In der Merkmalsextraktion unterscheidet sich 
ML wesentlich von  DL. Methoden der Data Augmentation 
sind in der Anwendung mit akustischen Sensordaten bevor-
zugt physikalisch motiviert, da Methoden aus der Computer 
Vision nicht einfach übertragbar sind. CNNs sind bewährte 
Netzarchitekturen für DL-Systeme in der Akustik. 
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