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Einleitung

Um Gesang in Musik zu detektieren, können klassische
Merkmale benutzt werden, die gewisse Aspekte des Spek-
trums des Signals beschreiben. Gesang unterscheidet sich
jedoch nicht nur in der spektralen Form von den meisten
Instrumenten, sondern auch in der zeitlichen Entwick-
lung der Grundfrequenz (und damit auch der Teilhar-
monischen). Während in den meisten Fällen Instrumen-
te eine eher konstante Grundfrequenz aufweisen, variiert
diese bei Gesang je nach Stil z. T. sehr stark. Zum einen
nutzen viele Sänger bei länger gehaltenen Tönen Vibra-
to (oszillieren der Grundfrequenz mit ca. 4 Hz bis 8 Hz),
zum anderen ist oft ein

”
in den Ton rutschen“ zu beob-

achten, also ein kontinuierlicher Übergang von einem zum
anderen Ton. Im Folgenden soll erläutert werden, wie die-
se Teilharmonischen extrahiert und durch Merkmale be-
schrieben werden können, und ob das Einbeziehen dieser
Merkmale die Gesangsdetektion gegenüber

”
klassischen“

Merkmalen verbessert.

Tracking

Um die Frequenz der Teilharmonischen über die Zeit zu
verfolgen (zu

”
tracken“), werden zuerst in den lokalen

Spektren die Maxima detektiert, die anschließend nach
bestimmten Regeln zu Tracks zusammengefasst werden.

Lokale Maximadetektion

Um eine genügend hohe zeitliche Auflösung zu erhalten,
wird das Signal in Hann-gefensterten Blöcken der Länge
46.4 ms und einer Schrittweite von 5.8 ms in den Spektral-
bereich transformiert. Um irrelevante Maxima zu vermei-
den, werden nur solche berücksichtigt, die oberhalb einer
adaptiven Schwelle liegen (gleitender Mittelwert). Außer-
dem wird nur im Frequenzbereich von 90 Hz bis 6 kHz
gesucht, da in diesen die Hauptanteile der Energie von
Gesang fallen. Über die Ableitung des Signals wird die
Frequenzauflösung noch nach [1] verbessert.

Verbinden der Maxima

Die Grundidee des im Folgenden erklärten Trackings ba-
siert auf [2]. Liegt in Block m bei der Frequenz f ein
Maximum fm vor, so wird im Block m + 1 nach einem
Maximum gesucht, dessen Frequenz fm+1 die Bedingung
|fm+1 − fpredm+1| < ∆f erfüllen muss. fpredm+1 ist dabei die
vorhergesagte Frequenz für den Block m+ 1, die sich aus
der halbierten Steigung der beiden vorherigen Frequenz-
werte fm−1 und fm berechnet.

fpredm+1 =
3 · fm − fm−1

2
(1)

Die maximale Abweichung wurde auf ∆f = 60 Hz ge-

setzt. Sind mehrere Maxima f
(i)
m+1 in diesem Bereich vor-

handen, wird jenes gewählt, welches das größte Gewicht
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aufweist, wobei A die Amplitude des jeweiligen Maxi-
mums ist. Treten in einem Track Lücken auf, werden die-
se bis zu einer bestimmten Länge zugelassen, wie in Bsp.
2 von Abb. 1 dargestellt. Bei lange andauernden Tracks
werden dabei längere Lücken zugelassen, als bei sehr kur-
zen Tracks.
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Abbildung 1: Bsp. 1: es wird das Maximum gewählt, welches
(bei angenommener gleicher Amplitude) am dichtesten an der
Schätzung liegt, Bsp. 2: der Frequenzabstand der Maxima ist
zu groß, weswegen zwei getrennte Tracks entstehen

Gruppierung der Tracks

Zum einen sollen durch die Gruppierung Tracks aus
zufälligen Maxima aussortiert werden. Diese

”
spontanen“

Tracks sind höchstwahrscheinlich mit keinem anderen
Track stark korreliert. Zum anderen sollen Tracks von In-
strumenten aussortiert werden, deren Frequenzverlauf oft
sehr konstant ist (Abb. 2 links). Durch die nicht vorhan-
denen Frequenzänderungen fällt auch hier die Korrelati-
on sehr gering aus. Deswegen werden diejenigen Tracks
gruppiert, deren Korrelation größer als 0.9 ist. In Abb. 2
(rechts) ist gut zu erkennen, dass die Teilharmonischen
von Gesang stark korrelieren und somit gruppiert wer-
den.

Merkmale

Von den Tracks dieser Gruppe werden anschließend fünf
Merkmale berechnet, die die Frequenzmodulationen be-
schreiben sollen. Ähnliche Merkmale sind z. B. in [3] zu
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Abbildung 2: Spektrogramme eines instrumentalen (links)
und eines Abschnittes mit Gesang (rechts), die dünnen Linien
stellen Tracks dar, die dicken Linien gruppierte Tracks

finden. Wenn Tx ein Vektor ist, in dem die Frequenz-
werte des Tracks gespeichert sind, werden als Merkma-
le die Standardabweichung SD(Tx), die Spanne der vor-
kommenden Frequenzen FB(Tx) und der Mittelwert der
absoluten Frequenzänderungen AF (Tx) nach den Glei-
chungen 3 - 5 berechnet, wobei N die Länge des Tracks
ist. Da die Frequenzschwankungen bei Teiltönen mit
höheren Frequenzen größer ausfallen, werden diese Merk-
male noch über den Mittelwert des Tracks Tx normiert.

SD(Tx) =
σ(Tx)

Tx
(3)

FB(Tx) =
maxTx −minTx

Tx
(4)

AF (Tx) =
1

Tx

1

N − 1

N∑
n=2

|Tx(n)− Tx(n− 1)| (5)

Zusätzlich wird noch das Frequenzmodulationsspektrum
berechnet. Als Merkmale werden die Modulationsfre-
quenzMF (Tx) und AmplitudeAMF (Tx) des Maximums
gewählt. Für die Merkmale der gesamten Gruppe werden
die Werte der Merkmale der einzelnen Tracks gemittelt.
Ist in einem Block keine Gruppe vorhanden, werden alle
Merkmale gleich Null gesetzt. Als letztes Merkmal wird
die Anzahl der in der Gruppe enthaltenen Tracks genutzt.

Evaluation

Es wurden in 47 Musikstücken verschiedener Genres
(z. B. Pop, Klassik, Jazz) die Abschnitte, die Gesang
enthalten, von Hand als Referenz annotiert. 31 der
Stücke werden von Männern, 14 von Frauen und 2
von Männern und Frauen gesungen. Von keinem In-
terpreten/Komponisten sind mehrere Stücke vorhanden.
Die Klassifikation wird für Entscheidungsblöcke durch-
geführt, die 0.2 s bis 1.5 s lang sind. Die Grenzen werden
anhand der spektralen Fluktuation berechnet ([4]).

Merkmalsselektion und Ergebnisse

Um zu testen, ob die Track-Merkmale eine Verbesse-
rung der Gesangsdetektion bewirken, werden zwei Merk-
malsgruppen gebildet: KLASS (33 klassische Merk-
male: 15 MFCC’s, 15 Mel-Koeffizienten ohne DCT,
Spectral Centroid, Spectral Flux, Spectral Rolloff) und
KLASS+TRACK (zusätzlich die 6 Track-Merkmale).
Für jede wird getrennt folgende Merkmalsselektion
durchgeführt: es wird für jedes Merkmal die Klassifika-

tionsrate berechnet, die dieses Merkmal alleine erzielt.
Das beste Merkmal wird selektiert. Im nächsten Durch-
gang wird jedes der verbleibenden Merkmal mit dem be-
reits selektierten kombiniert. Das Merkmal, mit dem die
beste Rate erzielt wird, wird ebenfalls selektiert. Dies
wird wiederholt, bis alle Merkmale eingeordnet sind. Da-
bei werden die GMM immer mit 46 Liedern trainiert und
mit einem getestet. Dieser Vorgang wird für jedes Lied
wiederholt (also 47 Iterationen). Die Ergebnisse sind in

Abbildung 3: Erzielte Klassifikationsraten über der Anzahl
der benutzten Merkmale (Ergebnisse noch unvollständig)

Abb. 3 dargestellt. Es ist zu erkennen, dass durch die
Track-Merkmale die Klassifikationsrate um 4.78 % ver-
bessert werden konnte. Durch eine weitere Verbesserung
des Trackings könnte dieser Effekt eventuell noch erwei-
tert werden. Die Klassifikation wurde mit zwei GMM mit
40 Komponenten vorgenommen. Die Rate gibt die An-
zahl der richtig klassifizierten durch die Gesamtanzahl
der Blöcke an, wobei die Entscheidung für einen Block auf
den berechneten Wahrscheinlichkeiten mehrerer Blöcke
basiert um eine Glättung zu erzielen.

Fazit

Es wurde gezeigt, dass Merkmale, die die Frequenzmo-
dulationen von Teilharmonischen beschreiben, die Klas-
sifikation durch

”
klassische“ Merkmale ergänzen können.

Diese tragen wesentliche Informationen über die zeitliche
Entwicklung der Frequenzen in sich.
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